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Neden Veri Madenciligi? Ticari Bakis Acisi

e Cok miktarda veri toplanmis ve
ambarlanmistir.
— Web verisi, e-ticaret

— Bolum ve dukkanlardaki
odemeler

— Banka/Kredi karti
Islemleri

[ M40 13 N YO0 d20n3N]

e Bilgisayarlar daha ucuz ve daha guclu hale gelmistir.

e Rekabetci baski glcludar

— Daha iyi sonuclar ve dzellestirilmis servisler saglar (Orn.
Musteri iligkileri yonetiminde (CRM))
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e Veri anormal hizl sekilde

Vi
toplanmakta ve saklanmaktaéw;\.g{; 9.,
(saatte gigabyte’lar seviyesinde)

— Uydular Gzerinden uzak algilayicilar

— @GokylzanU tarayan teleskoplar

— Genleri aciklamak icin tretilen mikro diziler

— Bilimsel simulasyonlar tarafindan Uretilen

terabyte’lar seviyesinde veri

e Veri madenciligi bilim adamlarina su konular

yardimcl olur

— Veriyi siniflandirma ve parcalara bélme

— Hipotez olusturmada
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Buyuk Veri Kumelerinin Madenciligi - Motivasyon

e Siklikla veri icindeki bilgi “gizlidir” ve okunabilir durumda
degildir

e Faydal bilgilerin kesfedilmesi analistler icin birkac haftay:
bulur

e Verilerin cogu tam olarak hicbir zaman analiz edilmemistir
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From: R. Grossman, C. Kamath, V. Kumar, “Data Mining for Scientific and Engineering Applications”




Veri Madenciligi Nedir?

e Birkac Tanim

— Dolayli anlatilan, 6nceden bilinmeyen ve potansiyel olarak
faydali bilginin veriden 6nemsiz olmayan yontemlerle kesfi

— Anlaml oruntulerin kesfedilmesi icin buyuk miktardaki
verinin, otomatik veya yari otomatik olarak kesfi & analiz

edilmesidir.

Data Mining
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Veri Madenciligi Nedir, Ne Degildir?

Ne degildir?

— telefon rehberinde
bir telefona ait
numaranin
aranmasi

— “Amazon”

hakkinda bilgi i¢in
arama motorunda
sorgu calistirmak

e Nedir?

— Bazl isimlere bazi yorelerde
digerlerinden daha yaygin olarak
raslanma durumu (O’Brien,
O’Rurke, O’Reilly... gibi isimlerin
Boston bolgesinde daha sik
olmasi gibi)

— Kapsamlarina gore benzer
dokUmanlarin bir arada
gruplanmasi (Amazon yagmur

ormanlari ile, Amazon.com gibi)
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Veri Madenciliginin Kokeni

e Veri Madenciliginin merkezinde, makine ogrenimi, orintu
tanima, istatistik, ve veritabani sistemleri yer alir

e Geleneksel teknikler bazi sebeplerden dolayi uygun
olmayabilir
— Verinin asir bayuklagu
— Verinin yuksek boyutu
— Verinin homojen
olmamasi ve dagitik yapisi

Data Mining
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Veri Madenciligi Gorevleri

e Tahmin (Prediction) Metotlari

— Bazi degiskenler bilinmeyen degiskenleri
veya diger degiskenlerin gelecekteki
degerlerini tahmin icin kullantlr.

e Tanimlama (Description) Metotlari

— Verlyi aciklayacak, insanlar tarafindan
yorumlanabilir oruntuleri bulacak metotlar

From [Fayyad, et.al.] Advances in Knowledge Discovery and Data Mining, 1996
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Veri Madenciligi Gorevleri ...

e Siniflandirma (Classification) [Predictive]
e Kimeleme (Clustering) [Descriptive]

e Birliktelik Kurallari Kesfi (Association Rule
Discovery) [Descriptive]

e Sirall Oriinti Kesfi (Sequential Pattern Discovery)
[Descriptive]

e Regresyon (Regression) [Predictive]
e Sapma Bulma (Deviation Detection) [Predictive]

Veri Madenciligi Dersi— G Y T E — Dr. Hidayet Takgl 10/05/2008 9




Siniflandirma: Tanim

e Kayitlarin bir koleksiyonu verilmis olsun (fraining set)

— Her bir kayit niteliklerin bir kiimesini icerir (attributes), bu
niteliklerden birisi sinif niteligidir (class)

e Diger niteliklerin degerlerinin bir fonksiyonu olarak sinif
niteligi icin bir model bulma.
— y=f(x1,x2,...,xn)

e Hedef: dnceden gorilmeyen kayitlarin olabildigi kadar
dogru bir sekilde bir sinifa atanmasi.

— Bir test set modelin dogrulugunu belirlemek igin kullanilir.
Genellikle, verilen veri seti egitim ve tes veri setlerine balandr,
egitim veri seti ile model kurulur, test veri seti ile de model
dogrulanir.
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Siniflandirma Ornegi

Tid Geri Medini  Gelir Geri Medeni  Gelir e
Odeme Durum Hileci Odeme Durum Hileci
1 |Yes |Single |125K |No No  [SHGIERES 75K 8
2 [No  |Married [100K |No Yes  EEEUEEEN 0K B
i )
3 |No Single 70K No No Married |150K ?
i )
4 |Yes |Married [120K [No Yes  |Divorced 50K % \
i )
5 |No Divorced |95K Yes No Single | 40K ' i
i )
6 |No Married |60K No No R oK : Test
Set
7 |Yes Divorced 220K No
8 |No Single 85K Yes 1
9 |No Married | 75K No Learn
- .. ||™=>  Model
10 |No Single  |90K Yes Classifier
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Siniflandirma: Uygulama 1

e Dogrudan Pazarlama

— Hedef: Yeni bir cep telefonu Granunu almaya meyilli
musterilerin bir kimesini hedefleyen mail gonderimi
icin maliyeti azaltmak.

— Yaklasim:

o Onceden tanitimi yapilmis benzer bir (iriin icin elde edilen
veri kullanilir.

+ Musterilerin GrinU almak veya almamak yonundeki kararini
biliyoruz. Bu durum sinif niteliginin {buy, don’t buy} karar
formlari seklinde sunulur.

+ BoOylesi bltun musteriler icin ¢esitli demografik, yasam stili,
sirket baglantilari ile ilgili bilgileri toplanir.

— Miisterinin isi, nerede ikamet ettigi, ayda ne kadar kazandigi, v.s.
e L . . Eram [Berry & Linoff}. Data Mining Techniques, 1997
o Bu bilgi bir siniflayici modelini 6rentmek icin kultanir
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Siniflandirma: Uygulama 2

e Istisna Tespiti

— Hedef: Kredi karti islemlerinde istisna durumlarin
tahmin edilmesi.

— Yaklasim:

+ Kredi karti islemleri ve kredi kartinda tutulan bilgileri nitelikler
olarak kullan.
— Miisteri ne zaman (giin, saat) alisveris yapar, ne alir, ne siklikta
vaktinde 6deme yapar, vs

+ Gecmis iglemleri durUst (fair) ve istisna (fraud) olarak
etiketle. Fair ve fraud sinif nitelikleri olsun.

¢ Islemlerden sinif icin bir model 6gren.

+ Bir model araciligiyla bir hesap Uzerindeki kredi kartl
islemlerini gbzlemleyerek istisnayi tespit et.
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Siniflandirma: Uygulama 3

e Musteri Memnuniyeti/Memnuniyetsizligi :

— Hedef: Bir mUsterinin bir rakibe kaptiriima
olasiligi olup olmadigi tahmin edilmeye
calisilir.

— Yaklasim:

+ Nitelikleri bulmak i¢in eski ve su andaki musterilerin
her birinin detayl iglem kayitlar kullanilir.
— Miisteri ¢cagrilar1 ne sikliktadir, nerede ¢agirirlar, en ¢cok giiniin

hangi saatinde ¢agirma yapilir, miisterinin finansal durumu,
medeni durumu nedir, vs.

+Musteriler sadik veya sadik degil diye etiketlenir.
¢ Sadakat icin bir model bulunur.

From [Berry & Linoff] Data Mining Techniques, 1997
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Siniflandirma: Uygulama 4

e Gokyuzl Arastirmalari Kataloglama

— Hedef: Teleskopik resimlere dayali olarak, 0zellikle
gorsel olarak sonuk olan, gok cisimlerinin sinifini
(yildiz veya galaksi) tahmin etmek.

— Her bir1 23,040 x 23,040 pixel ile sunulan toplam 3000 resim
— Yaklasim:
+ Resmi bolimlere ayir
+ Resim niteliklerini Ol¢ (6zellikler) — her bir nesne igin 40 adet
+ Bu 6zelliklere dayali olarak siniflart modelle

¢ Basari Hikayesi: Bulunmasi ¢ok zor 16 yeni gok cismi
bulunmustur

From [Fayyad, et.al.] Advances in Knowledge Discovery and Data Mining, 1996
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Galaksilerin Siniflandiriimasi

Courtesy: http://aps.umn.edu

iIk baslarda Sinif: Nitelikler:

¢ Olusum adimlan e Resim ozellikleri,

e Alinan 1sik dalgalarinin
karakteristikleri, vs.

Arada

En sonda

o

Veri Boyutu:
e 72 milyon yildiz, 20 milyon galaksi
* Nesne katalogu: 9 GB

e Resim Veritabani: 150 GB
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Kumeleme Tanimi

e Her biri bir dizi 6znitelik ile, veri noktalarinin bir kimesi ve
noktalar arasindaki benzerligi 6lcen bir benzerlik olcimu
verilmis olsun, kiimelemenin amaci asagidaki ozellikleri

saglayan kimeleri bulmaktir

— Bir kiimedeki veri noktalari diger noktalara gore daha
benzerdir

— Farkl kimelerdeki veri noktalari diger noktalara gore
daha az benzerdir.

e Benzerlik Olgiimleri:
— Eger Oznitelikler surekli degerler ise o zaman
Euclidean Distance.

— Digerlerinde probleme uygun olcimler kullanilir.
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Kumelemenin Gorsellestirilmesi

%13 boyutlu uzayda Euclidean Distance tabanli kiimeleme

Kiime i¢1 uzakliklar Kiimeler arasi uzakliklar
minimize edilir maksimize edilir
® 0y
0 _O®
® 90
O
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Kumeleme: Uygulama 1

e Pazar Bolimlemesi:
— Amagc: Her biri ayri bir pazarlama stratejisi icin uygun
olabilecek farkli musteri alt gruplarini bulmak.
— Yaklasim:

¢ Mugterilerin cografi ve yasam stillerine dayali farkl
Oznitelikleri toplanir

¢ Benzer musterilerin kimeleri bulunur.

¢ Ayni  kimedeki mdusteri OrUntuleri gozlemlenip diger
kimelerle karsilastirma yapilarak kimeleme kalitesi olcular.
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Kumeleme: Uygulama 2

e Dokuman Kumeleme:

— Hedef: Igerisinde gegen 06nemli terimlere
dayali olarak benzer dokumanlarin gruplarini
bulmak.

—Yaklasim: Her bir dokimanda kullanilan
terimlerin  frekanslari  belirlenir.  Terimlerin
frekanslarina dayali olarak bir benzerlik
bulunur. Bu bilgi kimeleme icin kullanilr.
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Birliktelik Kurah Kesfi: Tanim

e Verilen bir koleksiyondan bazi elemanlari iceren kayitlarin
bir kimesi verilmis olsun;

— Bir elemanin tekrar adedini, diger elemanlarin tekrar
adetlerini kullanarak tahmin edecek kurallar Uretilir.

TID Items

1 il (Dl R Rules Discovered:

2 Beer, Bread {Milk} --> {Coke}

3 Beer, Coke, Diaper, Milk {Diaper, Milk} --> {Beer}
4 Beer, Bread, Diaper, Milk

5 Coke, Diaper, Milk
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Birliktelik Kurali Kesfi: Uygulama 1

e Supermarketin kendi kendine yonetimi

— Hedef: Birgcok muisteri tarafindan birlikte satin
alinan elemanlarin belirlenmesi.

— Yaklasim: Elemanlar arasindaki baglantilari
bulmak icin barkod tarayicilar ile toplanan
satis noktasi verileri islenir.

— Bir klasik kural --

¢ Eger bir musteri bez ve sit satin almissa, bUylk
ihtimalle bira da alir.

¢ Boylece, bez, st ve bira yakin raflara konmahdir
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Birliktelik Kurali Kesfi: Uygulama 2

e Envanter Yonetimi:

— Hedef: Bir muasteri arac bakim sirketi onun
musterilerine ait Urtnlerin olasi onarimlarini tahmin
ederek ona uygun sekilde arac ekipmanlarini elde
tutmak istemektedir.

— Yaklasim: farkh mduUsteri yerlesimlerinde oOnceki
onarimlarda ihtiyac duyulan pargca ve araclar
hakkindaki veri islenir ve orlntuler arasindaki tekrarlar
kestedilir.
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Sirali Oriintii Kesfi: Tanim

Olaylarin kendi zaman sinirlari ile uyumlu nesnelerinin bir kimesi verilmis
olsun, farkl olaylar arasindaki guclu sirali bagintilari tahmin edecek kurallar

bulunur.
A B) () —D E)I

Kurallar zaman bilgisi ile sunulmaktadir.

(A B) (C) (D E)
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Sirali Oriintii Kesfi: Ornekler

e Satis noktasi icin islem dizileri,
— Bilgisayar Kitapeuvi:

(Intro_To_ Visual_C) (C++_Primer) -->
(Perl_for_dummies,Tcl_Tk)

— Spor giyim dikkani:
(Shoes) (Racket, Racketball) --> (Sports_Jacket)
e Telekomunikasyon alarm loglarinda,
— (Inverter_Problem Excessive Line_ Current)
(Rectifier_Alarm) --> (Fire_Alarm)
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Regresyon

e Diger degiskenlerin degerlerine dayali olarak bir strekli
degerli hedef degisken tahmin edilmektedir, hedef
degisken ile giris degiskenler arasinda dogrusal veya
dogrusal olmayan bir iligki varsayilabilir.

e Istatistik ve yapay sinir aglari sahalarinda calisiimistir
e Ornekler:
— Yeni bir ardn icin satis miktarlarinin tahmini.

— RUzgar hizlarini  sicaklik, nem orani ve hava
basincinin bir fonksiyonu olarak tahmin vs.

— Stok market indekslerinin zaman serileri seklinde
tahmini
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Sapma/Anormallik Tespiti

e Normal davranistan onemli sapmalarin tespiti
e Uygulamalar:
— Kredi karti istisna saptamasi

— Ag nufuz tespiti

Typical network traffic at University level may reach ver 100 million connections per day

Veri Madenciligi Dersi— G Y T E — Dr. Hidayet Takgl 10/05/2008 27




Veri Madenciligi Problemleri

e Olceklenebilirlik

e Yuksek Boyut

e Karmasik ve Duzensiz Veri
e Veri Kalitesi

e Veri Sahipligi ve Dagitim

e Mahremiyetin Korunmasi
e Akan (multimedya) Veri
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